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凸計画問題	

•  凸計画問題	
– 目的関数が凸関数	
– 実行可能領域が凸集合	

凸計画問題	 制約なし	 等式制約	 不等式制約	

fが微分可能	 fの微分を0にする点
が解析的に求まる	
⇒その点が最適解	
	
求まらない	
⇒最急降下法など	

ラグランジュの未
定乗数法	

ラグランジュの未
定乗数法	
今回は扱わない	
(SVM導出などで出
てくる)	
	

fが微分不可能	 2,3週後に触れます	 今回は扱わない	 今回は扱わない	
	

再掲	
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交差エントロピー誤差関数の最小
化	

•  尤度関数最大化の代わりに負の対数尤度関
数(この場合,	交差エントロピー誤差関数と呼
ぶ)を最小化	

•  まずは最急降下法で最適化	
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演習	
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最急降下法をもう少し真面目に	

•  目的関数            の最小化を考える	
•  一次のテイラー展開	
– 　		
– x周辺ではfは線形関数だと考える	

•  最急降下法	
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ηが十分小さければ最急降下法による更新
は目的関数値を減少させる	



ヘッセ行列	

•  勾配：点　　において,最も大きく　　　　が減る方向	
–  D次元関数の勾配はD次元ベクトル	

•  ヘッセ行列(ヘシアン)	
– D次元関数の二階微分	
– D次元関数のヘッセ行列	

はD×D行列	
–        でのヘシアン： 	

       や　　　　　　などと書く             	
http://ja.wikipedia.org/wiki/%E3%83%98%E3%83%83%E3%82%BB%E8%A1%8C%E5%88%97	
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テイラー展開による近似をより精密にした
ら？	

•  二次のテイラー展開	
–  		
–  											はヘッセ行列	(多変数関数の二階微分)	
–  	x周辺ではfは凸二次関数だと考える	

•  この近似を信じる場合、	x周辺のfの最小化	
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よってこのように更新すればx周辺
の最小値に更新される(はず)	



ニュートン法	

•  更新式	
	

– 逆行列計算が入っているので計算は重い	
– でも二階微分まで考慮しているので効率が良い	
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演習	
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ロジスティック回帰のニュートン法による最適化	

•  交差エントロピー損失	

•  勾配	

•  ヘッセ行列	
 　ただし　　は対角で	
	
•  よってニュートン法による更新式は	

					

確率的識別モデル	
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演習	
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参考：IRISデータ	

•  IRISデータ	
•  setosa，versicolor， 

virginica,	3種のあやめ	
•  萼片長，萼片幅，花弁

長,花弁幅,		4属性値	

http://en.wikipedia.org/wiki/Iris_flower_data_set	
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確率的識別モデルまとめ	

•  確率的識別モデルではラベルを {0,1}とする	
•  確率的識別モデルではラベルそのもの{0,1}の代わり

にP(0|x),	P(1|x)を予測する	
•  [0,1]を値域とする確率を予測したいので、wTxの代わ

りにσ(wTx)を予測モデルとする	
•  [0,1]を値域とする確率について誤差を定義したいので、

二乗誤差の代わりに交差エントロピー損失を最小化
する	

•  交差エントロピー損失は凸関数で微分はできるけど,	
勾配がゼロになる点を解析的に求めることができない
ので，最急降下法(or	二階微分まで考えたニュートン
法)で最適化する	
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多クラス分類(softmax回帰)	

…
...	 …

...	

入力層	

出力層	

P(cat|x)=0.86	

P(dog|x)=0.02	

P(lion|x)=0.07	

From	wikipedia,	CC BY-SA 3.0,	CC	BY	2.0

•  二値分類から多クラス分類へ	



softmax関数	

•  Sigmoid関数の多ラベル拡張	
•  softmax関数のj番目の出力　(j=1,...,K)	

•  									をK-1シンプレクスに写像する	
–  	K-1シンプレクス上の任意の点は、K次元確率ベクトル	

•  スムーズなmax関数と考えて良い	
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https://en.wikipedia.org/wiki/Softmax_function	



softmax回帰	

•  訓練データの目標値	
–  E.g.	手書き数字	0,1,…,9	の10クラス	
–  1-ok-k表記	(1	hot	vector)	

•  予測	
	
•  訓練データ集合に対する尤度	

•  誤差関数(負の対数尤度)は交差エントロピー	



Softmax回帰と交差エントロピー	

•  2クラス分類の場合	

•  Kクラス分類の場合	同様にニュートン法などで最小化する	

ロジスティック回帰	

softmax回帰	



演習	
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(参考)MNISTデータ	

•  MNISTデータ(0〜9の手書き数字)	
•  データサイズは28×28,	各要素は[0,255]の輝度	
•  Softmax回帰:	784次元ベクトルに変換	
•  畳み込みNN:	28*28次元行列のまま扱う(あとでやる)	
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ロジスティック損失	

•  交差エントロピー損失	
– これを全てのサンプルについて足し合わせると負

の対数尤度	

	
•  ロジスティック損失	
–  						
	
ロジスティック回帰は、ロジスティック損失の総損失
最小化ともみなせる　→演習	



演習	
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経験損失最小化	
Empirical	risk	minimization	(ERM)	

•  目的関数	

回帰→二乗誤差	
分類→ヒンジ損失(SVM)	
　　　　 ロジスティック損失	
　　　　(ロジスティック回帰)	

L２正則化→複雑さを抑える	
L1正則化→ スパース性導入	
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Logistic	loss	

様々な損失関数	

squared	loss	

0-1	loss	
hinge	loss	

Wikipedia	CC	BY-SA	3.0	
	



様々なERM	

•  リッジ回帰	

•  Lasso	

•  SVM	

•  L2正則化ロジスティック回帰	

•  スパースロジスティック回帰	
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まとめ	

筑波大学　情報科学類	2019年度講義資料　(機械学習)	 26	

損失/正則化	 正則化なし	
L２正則化	

（複雑さのコント
ロール）	

L1正則化	
(特徴選択)	 そのほか	

回帰	
(連続値予測)	

二乗損失	
回帰	 リッジ回帰	 ラッソ	

エラスティックネッ
ト	

L1+L2	

決定的識別	
ヒンジ損失	 SVM	

　L2-SVM	
(ヒンジ損失の二乗を

損失関数とする)	

確率的識別	
ロジスティック損

失	

ロジスティック	
回帰	

L２正則化ロジ
スティック回帰	

スパースロジ
スティック回帰	

[目的関数]	

[特徴]  	生データ→非線形特徴量→カーネル→深層表現	
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